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本トークの構成 2/27

Part 1. 因果モデリングの紹介
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Part 2. 因果メカニズム転移によ
る小標本ドメイン適応

f̂−1

→ →
f̂
→

因果モデルによって捉えられるデータ生成過程の情報が転移学習・
メタ学習の手がかりになる可能性がある
Take-home message



Part 1.導入・因果モデリング
• 機械学習モデル：「データの確率分布」を考える
• 因果モデル：更に背後の「生成過程」まで考える
• 今回は Pearl流の構造的因果モデルを紹介



なぜ「因果モデル」を考えるか 4/27

Figure: [1]



なぜ「因果モデル」を考えるか 5/27

？？？「チョコレートを食べさせよう！」
我々 「因果関係があるかは怪しい」

……チョコを食べるだけでノーベル賞が穫れるとは思えない

Figure: [2]

• データの確率分布の統計モデルだけでは捉えられない議論



なぜ「因果モデル」を考えるか 6/27

同じ分布になるような異なる生成過程

Figure: [3]



なぜ「因果モデル」を考えるか 7/27

介入 do(X = 3)のもとでは異なる振る舞い

Figure: [3]

• 因果を扱うには分布の背後のデータ生成過程を考える必要あり



主な因果モデルの具体的定式化 8/27

「変数間の因果関係は，決定論的な関数関係で捉えられる」という考え方に基づく
データ生成過程のモデル．データ Z = {Zd}

D
d=1 の生成過程を (F , q)でモデル化

構造方程式モデル (SEM)/構造的因果モデル (SCM) [4–6]

非巡回有向グラフ G
Z1

Z2 Z3

Z4

f2 f3

f4 f4

変数間の直接的依存関係を定
性的に表現したグラフ

構造方程式 F = {fd}
D
d=1







Z1 = f1(pa1, S1)

...
Zd = fd(pad, Sd).

..
ZD = fD(paD, SD)

pad は G における Zd の親

独立潜在確率変数たち S =

{Si}
D
i=1 の分布 q

q(S) =

D∏

d=1

qd(Sd)

S が確率変数→ F に代入され
ることで Z が確率変数になる

上記は非巡回なMarkovianモデルの場合．詳細は [6, 7]．また G は F の引数関係から読み取れる
ので実際はモデルは (F , q)のみから定まる



主な因果モデルの具体的定式化：使用法 (☆) 9/27

• 構造的因果モデルを考えれば「介入」の定式化が出来る






Z1 = f1(S1),

Z2 = f2(Z1, S2),

Z3 = ζ3,

Z4 = f4(Z2, Z3, S4).

Z1

Z2 Z3

Z4

f2

f4 f4

• 介入後分布 p(Z|do(ZI = ζI))は (q,F ′)により生成される分布

完全介入 (Perfect intervention; [5]) do(ZI = ζI)

• 実は介入後分布は G と介入前分布 p(Z)から計算できる (F が不要)

不完全な介入は例えば [8] 参照



主な因果モデルの具体的定式化 10/27

• 観測データの確率分布 p(Z)＋非巡回有向グラフ G
• + 介入によってグラフと分布がどう変化するかという仮定

(SCMのうち完全介入の推論に必要な要素だけを抽出したモデル)

因果グラフィカルモデル (GCM; [5])

• このような「因果的仮定」は（データ分布の背後にある）データの
生成過程に関する仮定

• 「データの背後に確率分布がある」よりも強い仮定を置く
→より強い（因果的）推論が可能になっている



因果モデルは階層構造の関係にある 11/27

Table: [9]

• 上から順に詳細なモデル
▶ 機械論的/物理的因果モデル (微分方程式による; [10, 11])
▶ 構造的因果モデル←条件のもとモデルの一部を推定可能 [12–15]

▶ 因果グラフィカルモデル←ある程度の条件のもとで推定可能 [5, 16–18]

▶ 統計モデル (確率分布モデル)←標準的に推定可能



非線形 ICAによる誘導形 SEMの推定 12/27
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構造方程式・構造形 構造方程式・誘導形

誘導形の構造方程式: (X, Y )について「解いた」構造方程式 [19]

• 識別条件のもとで非線形 ICAにより f を推定可能 [15](今回の提案手
法でもこれを用いる．f ′まで復元出来るか否かは別問題)
ICA = 独立成分分析 (Independent component analysis)



機械学習との接点 13/27

• 「因果はデータ生成過程の知識」→「学習にも何かしら役に立つはず」[20–28]

機械学習の為の因果 (Causality for ML; 主に Pearl系の枠組み)

• 因果的知識発見のために機械学習を使う
• 因果効果推定 [29, 30]，因果表現学習 [31–33]，……

機械学習による因果 (Causality by ML; 主に Rubin，Robins系の枠組み)

• 機械学習システムの中の因果構造 (データ→予測→施策)

• 解釈性 [34]，公平性 [35]，……

機械学習における因果 (Causality in ML)



モチベーション: ドメイン適応 14/27

• ラベル付きデータが少数しか得られない場合，事前知識の利用が性
能向上のために重要

• ドメイン適応：「関連するが異なる」確率分布のデータを学習に活用



モチベーション: ドメイン適応 15/27

• 任意の分布から学習できるわけはなく，分布間の関係性を表現する
「転移仮定」を置く必要がある

• 中心的な問い：どのような関係性があればドメイン適応できるか？



アイデア 16/27

共通のデータ生成 (因果)メカニズムは
ドメイン適応の土台となりうる

人間が因果関係を重視するのは，因果は一度発見できれば異なる系
にも適用できる知識だ（と思われる）から
直観

ゴール：疾病リスクを医療記録から予測する [36]

データ分布は地域ごとに異なりうる（生活習慣の違いなど）
疫学的メカニズムは地域によらず共通

動機付けとなる例（仮想的）：地域別の疾病予測器



Part 2.
因果メカニズム転移による小標本ドメイン適応
Teshima, T., Sato, I., and Sugiyama, M., (2020)

Few-shot domain adaptation by causal mechanism transfer.

f̂−1

→ →
f̂
→



定式化 1/3: データと目標 18/27

期待損失 R(g) := Etarℓ(g,X, Y ) が小さい g : RD−1 → R を学習
1. 等質性（全ドメインは同じデータ空間を持つ）X × Y ⊂ R

D−1 × R

2. マルチソース （複数の転移元ドメインがある）
Dk = {(xk,i, yk,i)}

nk
i=1

i.i.d.
∼ psrc(k) (k = 1, . . . , K) (nk:大)

3. 小標本教師付き （転移先分布のラベル付きデータが少数ある）
{(xtar,i, ytar,i)}

ntar
i=1

i.i.d.
∼ ptar (ntar :小)

を仮定

問題設定: ドメイン適応回帰 (実ベクトル X から実数値 Y を予測)

ℓ: 損失関数



定式化 2/3: 因果モデルの存在仮定 19/27

• 各ドメインは次の非線形 ICAモデルに従う
1. D次元独立成分 S が q

からサンプル
2. 可逆な f が S を

(X, Y ) = f(S) に変換

分布 p は (f, q)から生成

• f は適当な仮定のもと非線形
ICAにより推定可能

• f は SEMの「誘導形」に相当



定式化 3/3: 主仮定 20/27

• 主仮定: 生成メカニズム (から定まる) f が共通

• q には柔軟な変化を許容 ⇝ 見かけ上大きく異なる分布間での転移学
習も可能に



手法のアイデア 21/27

f̂−1

→ →
f̂
→

1. 転移元ドメインから f を推定 (NLICA) f̂ ← ICA(D1, . . . ,DK)

2. f̂−1で 転移先データの独立成分を推定 ŝtar,i ← f̂−1(xtar,i, ytar,i)

3. 値の交換により “独立成分候補”を得る {s̄j}nDtarj=1 ← Shuffle({ŝtar,i}i)

4. 独立成分候補から転移先データを生成 {(x̄j, ȳj)}nDtarj=1 ← f̂({s̄j}j)

5. 生成されたデータで 予測器 gを学習 R̂aug(g) :=
1

nDtar

∑nDtar
j=1 ℓ(g, x̄j, ȳj)

アイデア（仮定をどう利用するか）



値の交換により独立成分候補を得る，とは？ 22/27

f̂−1

→ → f̂
→

• 各次元 1データを選択 (重複可)＝経験周辺分布からサンプリング
1

2
...

D − 1

D

Ŝ1 Ŝ2 · · · Ŝn−1 Ŝn












ŝ11 ŝ12 · · · ŝ1,n−1 ŝ1n

ŝ21 ŝ22 · · · ŝ2,n−1 ŝ2n
...

... . . . ...
...

ŝD−1,1 ŝD−1,2 · · · ŝD−1,n−1 ŝD−1,n

ŝD1 ŝD2 · · · ŝD,n−1 ŝDn













→

→

→

→

→













ŝ1,n−1

ŝ22
...

ŝD−1,1

ŝD2















理論的正当化 23/27

定理: もし f̂ = f なら提案リスク推定量は一様最小分散不偏推定量
この手法は分散に関して役立つはず

Q1. この手法は統計的にはどう役立つ？

定理: f̂ 6= f の場合の汎化誤差バウンド

過学習を抑制 バイアスが発生

Q2. もし f̂ 6= f ならどうなる？



提案手法は，いつ，何を，どのように転移するか 24/27

「背後のデータ生成過程が共通のときに」転移する
いつ転移するか (When to transfer)

• 「因果モデルで捉えられるデータ生成過程の知識を」転移する
• 具体的には「独立成分の取り出し方+再合成の仕方を」転移する
何を転移するか (What to transfer)

転移元ドメインで因果構造を学習し，少ない転移先データを水増し
する
どのように転移するか (How to transfer)



実験設定 25/27

• データ: ガソリン消費データ・セット [37].
▶ 計量経済学のパネルデータ (過去にも構造方程式が適用)
▶ 18ヵ国 (=ドメイン)， 19年， D = 4

• ドメイン適応回帰の比較手法
名称 比較手法 (予測器仮説集合: カーネルリッジ回帰)

TarOnly 転移先データのみで学習
SrcOnly 転移元データのみで学習
S&TV 転移元データで学習し転移先データで交差検証
TrAdaBoost 回帰転移学習のブースティング法 [38].

IW RuLSIFによる重要度重み付き学習 [39].

GDM 一般化乖離度最小化 [40].

Copula ノンパラメトリック R-vineコピュラ法 [41].

LOO (参考) 一個抜き交差検証による誤差推定値



実験結果 26/27

転移元データを用い
る他手法が負転移を
起こすときも
提案法 > TrgOnly



まとめ 27/27

1. 共通の生成過程という転移仮定 ⇝ 小標本ドメイン適応手法を開発
2. 提案法は推定した因果モデルをデータ拡張に用いて過学習を抑制
3. 実データ実験により有効性を検証

f̂−1

→ →
f̂
→

因果モデルによって捉えられるデータ生成過程の情報が転移学習・
メタ学習の手がかりになる可能性がある
Take-home message



Appendix



なぜ「因果」を考えるか (その後)

Figure: [42]

• チョコと同じ種類の栄養を豊富に含む他の食材→相関弱い
• 北欧・西欧＋ GDPでだいたい説明がつく



理論の詳細
(Qのもとで)R̂aug(g)は R(g)の (uniqueな)UMVUE，即ち
∀R̂(g) :不偏, ∀q ∈ Q, Var(R̂aug(g)) ≤ Var(R̂(g))

A1. 定理: もし f̂ = f なら最小分散不偏推定量 (UMVUE)

適切な仮定のもとで確率 1− (δ + δ′)以上で
R(ĝaug)−R(g

∗) ≤ C

D∑

j=1

∥
∥
∥fj − f̂j

∥
∥
∥
W1,1

︸ ︷︷ ︸

Approximation error

+4DR(G) + 2DBℓ

√

log 2/δ

2n
︸ ︷︷ ︸

Estimation error

+(高次項)

R(G) : 有効ラデマッハ複雑度，‖·‖W1,1: (1, 1)-ソボレフノルム

A2. 定理: f̂ 6= f のときの過剰リスク上界



何故複数の転移元分布が必要?

• この要請は非線形 ICA手法に由来する
▶ 今回は複数の転移元分布を必要とする一般化対照学習 (GCL)を使用 [15]

• 単一サンプルからの非線形 ICAは不可能性が知られている [43]

▶ (1) f の関数クラスを強く制約するか (2) 補助情報を用いる
• 任意の非線形 ICA手法は今回の提案法と簡単に組み合わせられる



一般化対照学習 (GCL)

• 非線形 ICAが近年実現されている [15, 44–46].

• 補助情報 (例．時系列方向の依存性など)を利用する 1

• データとともに補助変数が与えられている (u): {(Xi, ui)}
n
i=1

• 潜在変数分布は uを条件付けたとき独立: p(s|u) =
∏

d q
(d)(s(d)|u)

• 二値分類器 r(x, u) = σ(
∑D

d=1 ψd(h(x)d, u))を学習：(xi, ui) : +1 vs.

(xi, ũ) : −1. σ: シグモイド活性化関数
• このとき，十分な理論的条件のもとで h : X → R

D は f の一致推
定量 (n→∞)

GCLによる非線形 ICA [15]

1今回のケースでは転移元ドメイン番号 (k)を補助情報として利用した



GCLでの識別条件
• {(zi, ui)}

n
i=1 : データ (ui ∈ U)

• 条件付き独立性 q(s|u) =
∏D

d=1 q
(d)(s(d)|u)

• 「変動性の仮定」[15]: 任意の z に対し異なる {uj}2Dj=0 ⊂ U が存在し
{w(z|uj)− w(z|u0)}

2D
j=1 が線型独立となる．ここで

w(z|u) :=
(

∂ log q(1)(z1|u)
∂z1

, . . . ,
∂ log q(D)(zD|u)

∂zD
,
∂2 log q(1)(z1|u)

∂z2
1

, . . . ,
∂2 log q(D)(zD|u)

∂z2
D

)

• その他の正則条件

GCLの識別条件 [15]

このとき，次元ごとの可逆変換の自由度を許して，GCL は f の一致推定量を与
える
定理 1 [15]



GCLによる非線形 ICAの仕組み（直観）

f̂ {ψd(·, u)}
D
d=1

• p(u|X) をこの制約されたアーキテクチャで推定するためには，f̂ が
独立成分を抽出する必要がある



可逆ニューラルネットワーク (INNs)

• ニューラルネットワークであって設計上可逆なもの
• 今回は Glowを使用 [47]

• カップリング層: いくつかの次元をそのまま出力
(

x1:d

xd+1:D

)

7→

(

x1:d

xd+1:D ⊙ s(x1:d) + t(x1:d)

)

• 厳密な逆関数が解析的な式で書ける (s と t を x1:d から再計算する)

アファインカップリング層
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