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Part 1: 「機械学習のための因果」概観
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因果関係への好奇心・探究心 4

I would rather discover one causal law than be King of Persia. 
Democritus (460–370 B.C.) 

私はペルシャの王になるより
因果の法則を一つでも発見したい

なぜ……？

出典

出典

https://en.wikipedia.org/wiki/File:Democrite.JPG
https://en.wikipedia.org/wiki/File:Dosso_Dossi_026.jpg


（統計的）因果とはデータ生成過程の構造

▷ 確率変数の間の（確率的な）決定関係

▷ Xの値を変えると、Yの値が変わる、など

▷ 同時確率分布を考えるだけでは捉えられ
ない、「ある変数が異なる変数に影響を
与える」という背景構造
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統計的因果関係

※このような構造がいつでもあるとは当然限らないが、この
ような構造があるという信念を許容できるとき使われる。



データ生成過程を考える理由

1. 

2. 

3. 

（それともそれ以外か？）

チョコ消費量とノーベル賞数の関係
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チョコ ノーベル賞

チョコ ノーベル賞

経済水準etc.

チョコ ノーベル賞

横軸：年間一人当たりチョコレート消費量

縦軸：人口1000万人あたりのノーベル賞受賞者数
明確な正の相関が見られる

(Messerli, 2012)



なぜデータ生成過程が重要か 7

同じ分布を誘導する、異なる3つの生成過程

図: (Huszár, 2019)



なぜデータ生成過程が重要か 8

介入 のもとでは異なる振る舞いをする

• 因果を扱う枠組みでは分布の背後のデータ生成過程を考える必要がある

図: (Huszár, 2019)



因果モデルの定式化 9

(Pearl, 2009)
(Bongers et al., 2021)

Rubinの潜在反応フレームワークとPearlの構造的因果モデルフレームワークがあるが，
ここでは後者のみ説明．また非巡回，マルコフ的，同次元外生変数という仮定を暗に置いている．



因果モデルの定式化：使用法(☆) 10

完全介入(Perfect intervention) (Pearl, 2009)

不完全な介入は例えば (Eaton and Murphy, 2007) を参照



因果モデルの定式化

• 因果グラフ
構造方程式の引数関係を定性的に表したグラフ

11

• 因果グラフィカルモデル
データの確率分布＋因果グラフ
＋介入によってグラフと分布がどう変化するかという仮定

(Pearl, 2009)

(Pearl, 2009)

(Bongers et al., 2021)

⇨

(Pearl, 2009) (Richardson, 2003)

• 因果グラフから条件付き独立性(CI)関係を読み取れる

（後のパートで関係）



因果モデルの階層構造 12

• 因果モデルは階層構造の関係にある

• 上から順に詳細なモデル
• 物理的因果モデル（微分方程式による）
• 構造的因果モデル←条件のもとモデルの一部を推定可能
• 因果グラフィカルモデル←ある程度の条件のもとで推定可能
• 統計モデル（確率分布モデル）←標準的に推定可能

(Schölkopf, 2019)

(Mooij et al., 2013)



Rubin の潜在反応フレームワーク

2つの因果フレームワーク(☆)

Pearlの構造的因果モデルフレームワーク

• 主眼:介入効果/反実仮想の定式化

• 方針:データ生成過程のモデルを小さく保ちたい

• 主眼:関与する変数全体の挙動の定式化

• 方針:All-in-oneなモデルを作る
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ここではPearlの枠組みにフォーカス。構造方程式・因果グラフが主な道具

(Hernán and Robins, 2020)

(Pearl, 2009)



因果関係への好奇心・探究心 14

I would rather discover one causal law than be King of Persia. 
Democritus (460–370 B.C.) 

私はペルシャの王になるより
因果の法則を一つでも発見したい

なぜ……？

出典

出典

それだけだろうか……？

A1. 介入結果の推論ができるから

https://en.wikipedia.org/wiki/File:Democrite.JPG
https://en.wikipedia.org/wiki/File:Dosso_Dossi_026.jpg


A1. 反実仮想・介入効果の推論ができるから

なぜ因果を知りたいか？

A2. 世界の構造を知りたいから

• 例：ワクチンの効果(重症率低下)を測りたい

• 使い道は明確……介入の設計

• 例：ワクチンが効果を発揮する機序を知りたい

• なぜそう思うのか？人間が「因果を知ると役立つ」と思っている
なら機械学習に役立つ要素もあるのでは？
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(Hernán and Robins, 2020)



因果的知識は予測モデルの役に立つか？
• 因果を考えないことによる不都合の解消

Amazonでカバンをカートに入れると，パソコンを推薦される
（同時に買う可能性は高いかもしれないが因果が逆）
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• 因果モデルの存在を（仮定して）事前知識として使う
直観：「因果」は「異なる系でも有効」という特性を持つ

（そうでないと我々は因果として認識しない）
→使い回せる知識として少数データ学習に活かせる可能性

• 機械学習モデルの説明可能性・公平性への応用
特定の予測が出た「原因」を説明（例．クレジットカード審査）
特定の特徴量が予測に対し「直接の」影響を与えないようにする

(Vig et al., 2020) (Wu et al., 2019) (Chikahara et al., 2021)



ここからの試み

• 因果モデルが示唆する「統計的独立性」はデータ拡張
を通して活用できる
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因果モデル

(条件付)独立性 介入による
分布変化

示唆する

データ拡張を経由することで
学習に汎用的に取り込める

示唆する

基本のアイデア

・・・



本日の内容 18

機械学習のための因果

Part 3

自分の研究

Part 2

Part 4

因果メカニズム転移による
小標本ドメイン適応法

因果グラフ事前知識の
予測モデリングでの活用法

可逆神経回路網モデルの
万能近似性解析

（理論保証）

Part 1で概観

構造的因果モデルが推定可なら因果グラフが既知or推定可能なら



Part 2: 因果グラフの事前知識があるとき
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因果グラフの事前知識を簡単なデータ拡張
で予測モデリングに組み込む方法

Teshima, T. and Sugiyama, M.,
Incorporating causal graphical prior knowledge into predictive modeling via 
simple data augmentation.
37th Conference on Uncertainty in Artificial Intelligence, accepted.



因果グラフの形で得られた事前知識は、どうすれば予測に活用できるか？

リサーチクエスチョン

データの生成過程に関する我々の知識/仮定を表現するグラフ

因果グラフからは条件付き独立性(CI)関係を読み取れる

因果グラフ (CGs)

⇨

21

Biology Sociology

例：

背景：因果グラフ

(Pearl, 2009)

(Pearl, 2009)

(Richardson, 2003)

(Sachs et al., 2005) (Shimizu et al., 2011) (Duncan et al., 1972)



因果グラフ が与えられたもとで を (     ,     ) から予測する

アイデア：データ拡張で条件付き独立性を取り込む

⇨ と を、 でグループ分けした学習データ内で交換する

22

因果グラフ からは が従う

Q. 一般のグラフの場合はどうするか？

例（3変数のケース）

アイデア：データ拡張



データの生成過程に関する我々の知識/仮定を表現するグラフ

因果グラフからは条件付き独立性(CI)関係を読み取れる

背景：因果グラフ

⇨

非巡回有向混合グラフ (ADMGs)

bidirected
非巡回有向グラフに、双方向辺も許したグラフ

未観測変数がある因果モデルに対応して現れる
(準マルコフモデル; cf. Latent projection).

Topological ADMG Factorization

ADMG を誘導する準マルコフモデルについて、 が成立する

: “Markov pillow” of variable     (Generalization of “parents” in ADMGs.)

23

因果グラフ (CGs) (Pearl, 2009)

(Pearl, 2009)

(Richardson, 2003)

(Richardson, 2003) (Richardson et al., 2017)

(Tian and Pearl, 2002) (Bhattacharya et al., 2020)

(Tian and Pearl, 2002) 



所与のもの：

問題設定とゴール

• ラベル付きデータ

• 真のADMG の推定値

• が に関してtopological ADMG factorizationを満たす

24

(各 は連続か離散か)

主仮定

: と のデータ対

ゴール（教師付き学習）
予測器 のうち が小さいものを見つける

(Bhattacharya et al., 2020)



一般のADMGの場合の提案手法

• Topological ADMG factorization:                                    .
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• それぞれの条件付き確率密度関数を、カーネルに基づく推定
量で置き換える． として，

• プラグインリスク推定量

経験条件付き密度 (Stute, 1986)

拡張データ + 重み付け



一般のADMGの場合の提案手法

• プラグイン推定量は次のように書き換えられる
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• これはデータ拡張によって計算できる：

where



理論解析 27

Q. 提案手法は統計的にはどのように役立つのか？

• 真の因果グラフが存在し，これが完全に推定できている：

• 真の密度関数とカーネル関数が，十分な滑らかさと有界性の仮定を満たす

• 複雑度の項は，通常の経験リスク最小化に現れるRademacher複雑度と比べて
改善されたサンプルサイズ依存性を持つ： 過学習の抑制効果が示唆される
(直観：合成データの増加 ⇨ 過学習がより困難に)

• しかしカーネル関数による近似に由来するバイアスが導入される

w/ high probability.

設定および鍵となる仮定

Theorem (Excess Risk Bound; インフォーマル)



実験結果

• 小標本なときに性能が改善
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Part 3：構造的因果モデルが推定可能なとき
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因果メカニズム転移による
少数データドメイン適応

Teshima, T., Sato, I., and Sugiyama, M.,
Few-shot domain adaptation by causal mechanism transfer.
Thirty-seventh International Conference on Machine Learning (ICML 2020).



目標：ドメイン適応

• ラベル付きデータが少数しか得られない場合，
事前情報の利用が性能向上のために重要．

• ドメイン適応：「関連するが異なる」確率分布から得ら
れたデータを学習に活用するという方策

31



目標：ドメイン適応

• 任意の分布から学習できるわけではなく，分布間の関係
性を表現する「転移仮定」を置く必要がある．

• 中心的な問い：どのような関係性があればドメイン適応
できるか？

32



直観

アイデア

動機付けとなる例（仮想的）：地域別の疾病予測器

• 人間が因果関係を重視するのは，
因果は一度発見できれば異なる系にも適用できる知識だから．

• 疾病リスクを医療記録から予測する
データ分布は地域毎に異なりうる（生活習慣等）
疫学的メカニズムは地域によらず共通

33

共通のデータ生成（因果）メカニズムは
ドメイン適応の土台となりうる

(Yadav et al., 2018)



構造的因果モデルの（部分的）推定 34

誘導形の構造方程式: (X,Y)について「解いた」構造方程式 (Reiss and Wolak, 2007)

識別条件のもとで非線形独立成分分析(NLICA)により f を推定可能 (Hyvärinen et al., 2019)

( まで復元出来るか否かは別問題) 



問題設定 35

基本設定：回帰（実数値予測）での転移学習

鍵となる仮定：どの分布も背後に同一の構造方程式を持つ

• 期待損失 が小さい予測器 を学習

• 複数の転移元分布データ

• 少数の転移先分布データ

• には柔軟な変化を許容
→表面上大きく異なる分布間での
転移も可能

• は可逆かつNLICA(一般化対照
学習)で推定可能と仮定(Hyvärinen et al., 2019)

（ ：大， ：小）



手法のアイデア 36

（上記の ， は可逆ニューラルネットワークモデルで実現(Kingma and Dhariwal, 2018)）

(Hyvärinen et al., 2019)



値の交換により独立成分候補を得る，とは? 37



データの拡張がどのように役立つか

• 理論的解析（汎化誤差の確率的上界）から分かること：

データが増加することにより過適合は軽減
代償として， の度合いに応じてバイアスが発生

38



実験設定と結果 39

• データ (Greene, 2012)
ガソリン消費量予測

18ヵ国（=ドメイン）
19年間分，入力3次元

• 比較手法
TarOnly: 転移先データ
のみで学習
SrcOnly: 転移元データ
のみで学習



提案法の実用化に向けての課題

• 本研究では「可逆ニューラルネットワーク」と呼ばれるモデルを
（ を近似するために）用いた．

• 可逆ニューラルネットワークは新興技術のため，その表現力
が十分かどうかは知られていなかった

• 具体的には「万能近似能力」を持つかどうか，という理論的な
問い（モデルの基本的な表現能力の性質）

40



Part 4: 可逆神経回路網モデルの表現力

41
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カップリングに基づく可逆ニューラルネット
ワーク（CF-INN）の万能近似能力

Teshima, T.*, Ishikawa, I.*, Tojo, K., Oono, K., Ikeda, M., and Sugiyama, M., Coupling-based 
invertible neural networks are universal diffeomorphism approximators. Thirty-fourth 
Conference on Neural Information Processing Systems (NeurIPS 2020).
(*: Equal contribution. Oral presentation.)



本研究の理論解析対象

• カップリング層

43

• アフィンカップリング層

(Dinh et al., 2017)

生成モデル，確率的推論，特徴抽出，特徴操作といった多様な機械学習タスクに応用を持つ
(Kingma and Dhariwal, 2018), (Oord et al., 2018), (Kim et al., 2019), (Bauer and Mnih, 2019),
(Ardizzone et al., 2019), (Nalisnick et al., 2019).



表現力解析の動機 44

• 機械学習モデルは関数近似器。

• 仮に近似できない関数が存在すると、埋められない性能限
界が生じる可能性

→理論的に（適切に広いクラスの）関数を近似可能であるこ
とを確認したい



主結果

• 理論の対象となる近似モデル：
カップリング層 と可逆アフィン変換の有限個の合成

• 近似対象の関数の集合
かなり大きな可逆関数の集合

• 主結果： は に対して万能近似性を持つ
（適切な仮定のもと，適切な誤差の測り方で）

45



まとめ
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因果関係への好奇心・探究心 47

I would rather discover one causal law than be King of Persia. 
Democritus (460–370 B.C.) 

私はペルシャの王になるより
因果の法則を一つでも発見したい

なぜ……？

出典

出典

因果的知識は予測モデルのためにも役に立つ（と思われる）
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Pearl流の枠組み：

• (Bongers et al., 2021) は定式化が数学的に分かりやすい（動機などを
知っているとより読みやすい）

• (Pearl, 2009) は情報量が多い

• 今回のトークは (Peters et al., 2017) の導入の仕方に近い

• (Mooij, 2019) のチュートリアル資料も分かりやすい

Rubin流の枠組み：

• (Hernán and Robins, 2020) の評判が良い

• (Yasui, 2020) は非常に分かりやすい

• (Abadie and Cattaneo, 2018) はコンパクトにまとまっていて読みやすい
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(Papamakarios et al., 2021) が良いサーベイ論文


